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. (CNN) dengan arsitektur Xception dan optimasi Adam untuk klasifikasi hama

Diterima 10 September 2024 pada daun sawi. Sawi (Brassica rapa) adalah sayuran yang populer di

Direvisi 19 September 2024 Indonesia, tetapi serangan hama seperti ulat grayak dapat merusak kualitas

Diterbitkan 4 Oktober 2024 dan kuantitas hasil panen. Identifikasi hama yang akurat sangat penting untuk

pengendalian yang efektif, namun metode konvensional yang menggunakan

pengamatan visual sering kali kurang efisien dan rentan terhadap kesalahan
Keywords: manusia. Untuk mengatasi masalah ini, penelitian ini menerapkan teknik deep
learning untuk meningkatkan akurasi identifikasi hama secara
otomatis.Dataset yang digunakan dalam penelitian ini terdiri dari 1.000
gambar daun sawi, yang dikategorikan menjadi dua kelas: daun sawi dengan

Convolutional Neural Network
Image Processing

Deep I._ear.ning hama dan daun sawi tanpa hama. Dataset diperoleh dari situs publik Kaggle
Klasifikasi dan melalui tahap preprocessing untuk memastikan konsistensi data.
Hama Daun Sawi Preprocessing termasuk perubahan ukuran gambar menjadi 512 x 512 piksel

dan normalisasi nilai piksel untuk mempercepat waktu komputasi. Setelah itu,
augmentasi data dilakukan untuk meningkatkan variasi data latih guna
mengurangi risiko overfitting. Model CNN dengan arsitektur Xception dipilih
karena keunggulannya dalam ekstraksi fitur yang mendalam, sementara
algoritma optimasi Adam digunakan untuk mempercepat konvergensi model.
Selama pelatihan, model menggunakan ukuran batch 64, 100 epoch, dan
dropout sebesar 0,5 untuk mengurangi overfitting. Hasil pelatihan
menunjukkan bahwa model mencapai akurasi yang sangat tinggi, baik dalam
data pelatihan maupun validasi, yaitu sebesar 99,00%. Evaluasi kinerja model
dilakukan menggunakan confusion matrix yang menunjukkan hasil klasifikasi
yang sangat akurat. Penelitian ini memberikan kontribusi yang signifikan
terhadap pengembangan teknologi pengendalian hama pada pertanian,
khususnya dalam klasifikasi hama daun sawi. Hasil yang diperoleh
menunjukkan bahwa penggunaan CNN dengan arsitektur Xception dan
optimasi Adam dapat secara signifikan meningkatkan efisiensi dan akurasi
identifikasi hama. Teknologi ini berpotensi membantu petani dalam
mendeteksi serangan hama lebih dini, sehingga dapat meningkatkan
produktivitas pertanian dan kualitas hasil panen. Implementasi teknologi ini
juga membuka peluang untuk penggunaan lebih luas dalam klasifikasi hama
pada tanaman lain.
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1. PENDAHULUAN

Sawi (Brassica rapa) adalah sayuran populer di Indonesia. Serangan hama sering menghambat
produktivitasnya, mengurangi kualitas dan kuantitas panen. Identifikasi hama secara akurat penting untuk
pengendalian efektif. Metode konvensional dengan pengamatan visual rentan terhadap kesalahan manusia,
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sehingga perlunya teknologi untuk meningkatkan efisiensi dalam pengendalian hama. Namun metode
konvensional yang melibatkan pengamatan visual sering kali kurang efisien dan rentan terhadap kesalahan
manusia [1].

Dengan teknologi terbaru, metode pemrosesan citra dan machine learning digunakan untuk
meningkatkan akurasi dan efisiensi dalam identifikasi hama di pertanian. Convolutional Neural Network
(CNN) telah berhasil dalam tugas identifikasi penyakit dan hama tanaman [2]. Namun, algoritma pembelajaran
harus lebih dioptimalkan untuk meningkatkan kinerja model CNN dalam klasifikasi hama daun sawi. Dua
teknik yang dapat digunakan untuk meningkatkan akurasi dan efisiensi model CNN adalah Algoritma Xcaption,
yang merupakan teknik pemrosesan citra yang inovatif, dapat membantu dalam ekstraksi fitur yang lebih
mendalam [3]. Sementara itu, optimasi Adam menawarkan solusi adaptif yang dapat mempercepat konvergensi
model dan mengurangi risiko overfitting[4].

Salah satu sistem identifikasi hama pada daun sawi adalah menggunakan model machine learning.
Penelitian tentang identifikasi penyakit pada daun sawi telah dilakukan oleh beberapa peneliti. Misalnya,
Hridoy dkk menggunakan metode CNN dan membandingkan lima model, yaitu MPNet dan empat model CNN
yang sudah terlatih sebelumnya, yaitu MobileNetV2, DenseNet121, VGG19, dan ResNet50. MPNet mampu
mendeteksi penyakit tanaman sawi dengan akurasi terbaik sebesar 97.11%, sementara MobileNetV2 mencapai
akurasi 92.83%, DenseNet121 sebesar 91.37%, VGG19 sebesar 90.24%, dan ResNet50 sebesar 88.02% [5].
Selain itu, Kukreja dkk menggunakan dua jenis model Deep Learning (DL), yaitu CNN dan Long Short-Term
Memory (LSTM), untuk mendeteksi penyakit layu pada tanaman sawi yang disebabkan oleh jamur Plasmopara
brassicae di India, dan mendapatkan akurasi sebesar 92.36% [6]. Sharma dkk menggunakan dua model CNN
untuk mendeteksi penyakit pada tanaman sawi dengan tingkat keparahan berbeda. Model pertama, klasifikasi
biner, memiliki akurasi sebesar 95.66%, sedangkan model kedua, klasifikasi ganda, menghasilkan akurasi
sebesar 96.66% [6].

CNN juga digunakan oleh petani yang kesulitan membedakan atau mengklasifikasikan berbagai
macam sawi, seperti sawi pakcoy, sawi putih, dan sawi caisin. Kurniadi dkk melaporkan bahwa akurasi yang
didapatkan mencapai 84%, recall 80%, dan presisi 89% [7]. Singh dkk juga membandingkan akurasi CNN
dengan model klasifikasi Random Forest, dan menemukan bahwa CNN dengan optimasi algoritma Adam
memiliki akurasi sebesar 97.26%, jauh lebih baik dibandingkan dengan Random Forest yang hanya memiliki
akurasi sebesar 73% [8]. Terakhir, Rasyid dan Wisudawati membahas tentang mengklasifikasi hama ulat pada
citra daun sawi dengan model arsitektur Xception berbasis Convolutional Neural Network. Dataset daun sawi
yang digunakan berjumlah 500 citra daun sawi tanpa hama dan 500 citra daun sawi yang terdapat hama ulat.
Hasil dari klasifikasi dengan model arsitektur Xception dengan uji coba pada pelatihan data dengan 600 data
latih, 200 data uji dan 200 data validasi menghasilkan nilai akurasi sebesar 96%, nilai sensitifitas 96% dan nilai
spesifisitas 97% [9].

Penelitian sebelumnya yang menggunakan arsitektur Xception untuk klasifikasi hama ulat pada daun
sawi berhasil mencapai akurasi sebesar 96%, dengan nilai sensitivitas 96% dan spesifisitas 97% [9]. Meskipun
hasil ini sudah cukup baik, ada peluang untuk meningkatkan performa model dengan menggunakan optimasi
yang lebih canggih dan dataset yang lebih beragam. Oleh karena itu, penelitian ini bertujuan untuk
meningkatkan performa klasifikasi hama pada citra tanaman dengan menggunakan CNN dengan arsitektur
Xception yang dioptimasi menggunakan algoritma Adam optimizer dan menggunakan dataset yang berbeda
dari penelitian sebelumnya. Dengan adanya perbaikan ini, diharapkan model yang dikembangkan dapat
memberikan hasil klasifikasi yang lebih akurat dan efisien, sehingga dapat membantu petani dalam mendeteksi
serangan hama lebih dini dan tepat.

2. METODE

Penelitian ini melibatkan beberapa langkah untuk mengumpulkan data, menganalisis data, dan
mencapai tujuan. Untuk memastikan bahwa penelitian dilakukan secara sistematis dan dapat diandalkan, setiap
tahap sangat penting. Hasil klasifikasi hama daun sawi menggunakan metode Convolutional Neural Network
harus memenuhi ekspektasi [10]. Berikut adalah tahapan penelitian pada gambar 1.
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Gambar 1. Tahapan Penelitian

2.1. Pengumpulan Dataset

Pada tahap ini, menggunakan dataset daun sawi dengan 2 kategori yaitu Daun Sawi Ada Hama dan
Daun Sawi Tanpa Hama [11]. dataset dari penelitian ini dikumpulkan dari situs publik Kaggle. Sehingga sangat
relevan untuk penelitian yang bertujuan mengembangkan model pembelajaran mesin dalam klasifikasi hama
tanaman. Dengan menggunakan dataset ini, peneliti dapat melatih model untuk mendeteksi dan dan
mengidentifikasi hama pada daun sawi secara akurat, yang diharapkan dapat membantu dalam pengendalian
hama tanaman dan meningkatkan produktivitas pertanian.

Tabel 1. Kategori Daun Sawi

No Kategori Jumlah
1 Daun Sawi Ada Hama 500
2 Daun Sawi Tanpa Hama 500

Pada Tabel 1 di atas menunjukkan kategori daun sawi dalam Caisim beserta jumlah gambar yang
termasuk dalam dua kategori.
1. Daun Sawi Ada Hama: Terdapat 500 gambar daun sawi yang dikategorikan sebagai daun sawi ada hama.
Kondisi ini biasanya disebabkan oleh infeksi virus atau serangan hama, yang menyebabkan daun berlubang.
2. Daun Sawi Tanpa Hama: Terdapat 500 gambar daun sawi yang dikategorikan sebagai daun sawi tanpa
hama, dalam kategori ini menunjukkan daun sawi tanpa tanda-tanda infeksi virus atau serangan hama.

2.2. Processing Data

Sebelum tahap pelatihan atau pengujian model, dilakukan preprocessing [12]. Sebelum data dibagi
menjadi data pelatihan, pengujian, dan validasi, preprocessing dilakukan terlebih dahulu. Dimulai dengan
memilih 1.000 gambar daun sawi untuk digunakan dalam penelitian. Ada beberapa gambar yang serupa tetapi
memiliki label kelas yang berbeda, yang dapat mengganggu proses pembelajaran model Convolutional Neural
Network (CNN) di kemudian hari. Oleh karena itu, keputusan ini sangat penting.

Preprocessing dilakukan untuk meningkatkan kualitas gambar, mengurangi suara, dan menyesuaikan
karakteristik gambar untuk memenuhi persyaratan analisis atau pengolahan berikutnya. Untuk mengubah
ukuran gambar menjadi 512 x 512 piksel, preprocessing digunakan untuk mengurangi ukurannya. Setelah itu,
gambar diubah ke format RGB dan dinormalisasi dengan membagi setiap nilai piksel dengan 255, sehingga
setiap nilai piksel memiliki rentang nilai antara O dan 1. Proses ini dilakukan untuk meningkatkan waktu
komputasi [13].

2.3. Augmentasi Data

Dengan menggunakan transformasi pada gambar-gambar yang ada, augmentasi data dapat digunakan
untuk membuat variasi baru dari data latih. Tujuan augmentasi data adalah untuk meningkatkan jumlah sampel
data latih dan menambahkan variasi ke dalam dataset, sehingga model dapat digeneralisasi dengan lebih baik
dan mengurangi risiko overfitting [14]. Parameter augmentasi yang digunakan dalam penelitian ini adalah
zoom_range dengan nilai 0,2 fill_mode dengan nilai terdekat, rotation_range dengan nilai 30, high_shift_range
dengan nilai 0,2, height_shift_range dengan nilai 0,2, shear_range dengan nilai 0,2, dan horizontal_flip dengan
nilai benar.
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2.4. Training Model CNN

Data training terdiri dari kumpulan data yang telah disesuaikan untuk diproses menggunakan
Convolutional Neural Network (CNN) [15]. Total dataset daun sawi berjumlah 1.000 gambar, yang dibagi
dalam dua kelas, yaitu daun sawi ada hama dan daun sawi tanpa hama, 800 data gambar digunakan untuk
pelatihan, 100 untuk pengujian, dan 100 untuk validasi. Xception adalah arsitektur CNN yang digunakan dalam
penelitian ini [16].

2.4.1. Xception

Dengan menggunakan pendekatan konvolusi yang dapat dipisahkan secara mendalam, Xception
adalah struktur Convolutional Neural Network[17]. Struktur ini adalah pengembangan dari struktur Inception
dan menggunakan convolution depthwise dan pointwise untuk membentuk blok residu. Ini memungkinkan
aliran data melalui lapisan jaringan dengan lebih efisien. Dibandingkan dengan arsitektur CNN lainnya,
Xception memiliki jumlah parameter dan komputasi yang lebih sedikit, yang merupakan keunggulan utamanya.
Untuk aplikasi yang memiliki keterbatasan sumber daya komputasi, Xception adalah pilihan terbaik [18].

2.4.2.  Convolution Layer

Convolution Layer adalah langkah penting dalam metode CNN, yang menerapkan proses konvolusi
pada keluaran dari lapisan sebelumnya. Lapisan konvolusi menggunakan filter yang disebut kernel untuk
mengekstraksi fitur atau objek dari gambar input; kernel terdiri dari bobot-bobot yang berfungsi untuk
mendeteksi karakteristik khusus dari objek. Proses konvolusi kemudian dilakukan untuk menghasilkan
transformasi linier dari gambar input, yang mencerminkan informasi spasial yang terkandung dalam data
tersebut [19].

2.4.3. Pooling Layer

Pooling Layer berfungsi untuk menggunakan pengurangan sampel atau pengurangan spasial input,
layer kolaborasi membantu mengurangi dimensi data selama proses konvolusi. Dengan menggunakan operasi
pooling, kami dapat menyederhanakan representasi data, membuatnya lebih ringkas dan mudah dikelola, dan
membantu mengontrol overfitting. Max Pooling mengambil nilai maksimum dari area tertentu; Average
Pooling mengambil nilai rata-rata dari area yang sama. Ini adalah metode pooling yang paling umum digunakan
[20].

2.4.4.  Dropout

Dropout adalah metode untuk mengatasi overfitting pada jaringan saraf, dropout secara acak
"mematikan” sejumlah neuron selama proses pelatihan. Hal ini mencegah model terlalu terfokus pada pola-
pola tertentu dalam data pelatihan, yang mungkin tidak muncul dalam data pengujian atau data baru, dan
memaksa model untuk belajar lebih banyak representasi yang berguna daripada bergantungan [21].
2.45. Flattening

Flattening adalah proses di mana matriks dari lapisan pooling diubah menjadi satu baris atau vektor
tunggal. Proses ini mengubah data dari matriks dua dimensi menjadi satu dimensi yang dapat digunakan
sebagai input untuk lapisan berikutnya dalam jaringan saraf tiruan. Setelah fitur-fitur yang telah dipool
dipetakan, setiap baris matriks digabungkan menjadi satu baris panjang dengan satu kolom. Untuk model
berikutnya, vektor ini dimasukkan ke dalam lapisan input. Ini memungkinkan data dipindahkan ke lapisan
jaringan saraf tiruan yang penuh dengan koneksi [22].

2.4.6. Dense

Ini adalah lapisan fully connected (dense layer) yang berfungsi untuk klasifikasi berdasarkan
karakteristik dari lapisan sebelumnya. Metode softmax digunakan dalam proses Klasifikasi untuk menentukan
probabilitas setiap kelas target dibandingkan dengan seluruh kelas yang ada. Fungsi softmax mengubah output
dari lapisan sebelumnya menjadi nilai probabilitas yang berkisar antara 0 dan 1. Jumlah keseluruhan
probabilitas kelas target selalu sama dengan satu. Metode ini bekerja dengan mengambil nilai eksponensial
dari setiap input dan kemudian menjumlahkan nilai eksponensial untuk setiap kelas. Hasil akhir dari metode
ini adalah distribusi probabilitas, yang menunjukkan seberapa besar kemungkinan setiap kelas memiliki label
yang tepat untuk input yang diberikan [22].

2.5. Pengujian Model CNN

Pengujian model CNN melibatkan evaluasi kinerja model setelah pelatihan, dengan tujuan utama
untuk menilai kemampuan model untuk mengklasifikasikan data baru yang belum pernah dilihat sebelumnya.
Setelah pelatihan menggunakan data latih, model diuji menggunakan data uji (testing data) dan data validasi,
yang tidak digunakan selama proses pelatihan [23]. Pengujian ini sangat penting untuk menentukan seberapa
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baik model dapat menggunakan informasi yang dikumpulkan dari data latih dalam situasi yang lebih umum.
Pengujian tidak hanya mengukur akurasi model tetapi juga membantu menemukan masalah potensial seperti
overfitting, di mana model mungkin terlalu spesifik pada pola dalam data latih sehingga kurang efektif ketika
menghadapi data baru. Dengan pengujian yang tepat, kita dapat memastikan bahwa model tidak hanya
mengenali pola yang spesifik dari data latih, sehingga dapat digunakan dalam aplikasi nyata.

2.6. Klasifikasi Citra

Klasifikasi citra pada Convolutional Neural Network (CNN) mengacu pada kemampuan model CNN
untuk mengidentifikasi hama pada gambar dengan menggunakan pembelajaran yang diperolehnya selama
proses pelatihan dengan menggunakan data latih. Diharapkan bahwa model CNN yang telah dilatih dapat
mengenali pola dan fitur khusus yang menunjukkan adanya hama pada daun sawi, sehingga dapat melakukan
klasifikasi yang sangat akurat pada data baru yang tidak pernah dilihat sebelumnya [24].

2.7. Confusion Matrix

Pada tahap ini, evaluasi kinerja model arsitektur transfer learning yang digunakan dilakukan.
Accuracy, precision, recall, dan F1 skor adalah beberapa metrik yang digunakan untuk mengukur kinerja
model. Setiap metrik dapat dihitung dengan menggunakan persamaan (1), (2), (3), dan (4). Dalam konteks ini,
variabel TP (True Positive) mewakili jumlah prediksi benar yang diklasifikasikan sebagai positif, TN (True
Negative) mewakili jumlah prediksi benar yang diklasifikasikan sebagai negatif, FP (False Positive) mewakili
jumlah prediksi yang salah diklasifikasikan sebagai positif, dan FN (False Negative) menunjukkan jumlah
prediksi yang salah diklasifikasikan sebagai negatif dalam konteks ini [5]. Sangat penting untuk melakukan
evaluasi ini untuk memahami seberapa baik model menangani data yang belum pernah dilihat sebelumnya dan
untuk menemukan area di mana perbaikan lebih lanjut diperlukan.

2.7.1.  Accuracy
Accuracy adalah matriks yang digunakan untuk mengukur perbandingan keseluruhan precision yang

benar terhadap total nilai kelas [25].
TP+TN (1)

Accuracy = ———
Y = TP+TN+FP+FN

2.7.2.  Precision
Precision adalahmatriks yang dipergunakan untuk menghitung akurasi atau hasil precision yang
positif dari keseluruhan hasil yang diprediksi sebagai positif [25].

Precision =

TP+FP @
2.7.3.  Recall
Recall adalah sebuah matriks yang digunakan untuk menghitung jumlah precision yang relevan

dengan kelas yang sama [26].
TP

Recall = 3
TP+FN
2.7.4. F1 Score
F1 Score adalah perbandingan rata-rata precision dan recall yang dibobotkan [26].
Precision x Recall
F1Score = ————F 4

Pr_ecision+ Recqll
Keterangan dari formula diatas adalah:

True Positive(TP) =Variabel TP mewakili jumlah prediksi benar positif
True Negative(TN) =Variabel TN mewakili jumlah prediksi benar negatif
False Positive (FP) =Variabel FP mewakili jumlah prediksi salah positif

False Negative (FN) =Variabel FN mewakili jumlah prediksi salah negatif

3.  HASIL DAN PEMBAHASAN

Pada bagian hasil dan analisis dari pengujian klasifikasi hama pada daun sawi menggunakan metode
Convolutional Neural Network (CNN) yang dimodifikasi dengan beberapa parameter inisialisasi disajikan pada
bagian hasil dan pembahasan. Penelitian ini bertujuan untuk menemukan kombinasi yang paling tepat dan
paling akurat dari berbagai parameter, seperti ukuran batch, jumlah epoch, dropout, rate pembelajaran, dan
optimizer. Hal ini disebabkan oleh berbagai faktor, seperti tidak menggunakan arsitektur CNN atau tidak
menerapkan parameter dropout. Dalam pengujian ini ukuran batch yang digunakan dalam tes ini adalah 64.
Jumlah epoch yang digunakan juga adalah 100. dropout disetel pada nilai 0,5, dengan learning rate 0,0001,
dan optimizer Adam. Hasil pengujian dianalisis menggunakan confucion matrix untuk mengumpulkan nilai
Accuracy, precision, recall, dan F1 Score, serta kinerja model dalam memprediksi gambar hama pada daun
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sawi. Melalui hasil dan analisis ini, diharapkan dapat diperoleh pemahaman yang lebih mendalam tentang
efektivitas model CNN dalam menangani masalah klasifikasi hama daun sawi dan untuk menemukan parameter
yang relevan.

3.1. Hasil Pengumpulan Dataset

Pada langkah pengumpulan data, penulis memeriksa data dari berbagai sumber, termasuk dataset yang
diunduh dari situs web publik seperti Kaggle yang menampilkan gambar daun sawi dengan dan tanpa hama
ulat. Salah satu contoh distribusi data yang digunakan dalam penelitian ini digambarkan dalam Gambar 2.
Preprocessing gambar uji adalah langkah pertama setelah dataset dikumpulkan. Pada titik ini, proses komputasi
dipercepat dengan mengubah ukuran gambar menjadi 512 x 512 piksel. Selain itu, data augmentasi digunakan
pada model yang dibangun untuk mengatasi overfitting. Augmentasi ini menghasilkan variasi gambar yang
lebih besar selama proses pelatihan dengan melakukan pergeseran, flip, shear, dan perubahan skala pada
gambar. Untuk membuat dataset lebih kuat, teknik ini penting untuk memperkayanya. Ini membuat model
lebih tahan terhadap perubahan dalam kondisi gambar di dunia nyata. Penulis membagi dataset menjadi dua
kelas utama gambar daun sawi yang terdapat hama ulat dan gambar daun sawi yang tidak terdapat hama ulat.
Tujuan penulis adalah untuk membuat model lebih efisien dalam membedakan daun yang terinfeksi hama ulat
dari daun yang sehat dengan memasukkan gambar daun yang menunjukkan kerusakan yang disebabkan oleh
hama ulat. Setelah data hama ulat ini diproses dan dimasukkan ke dalam kedua kelas ini, diharapkan akurasi
model akan meningkat.

101.png
383.33 kB 42416 kB 392.48 kB

i

105.png 106.png 107.png
42718 kB 439.5 kB 418.09 kB

Gambar 2. Dataset citra hama daun sawi
3.2. Hardware dan Software
Dalam pengujian ini menggunakan laptop Lenovo V14, yang memiliki prosesor Intel Core i3 generasi
3, RAM 4GB, SSD 256GB, dan sistem operasi Windows 11 Pro. Google Collab adalah alat bantu untuk memulai
program. Dengan menggunakan algoritma Xception dan optimasi Adam, penelitian ini melibatkan proses
pelatihan dan validasi model. Hasil implementasi dan kinerja model setelah proses pelatihan dan validasi
ditunjukkan dalam tabel berikut.

Tabel 2. Transfer Learning

Tabel 2 Nama Parameter
Optimation Adam
Batch size 64
Shape input 7,7,2048
Learning Rate 0.001
Activation Softmax

3.3. Hasil Pelatihan Model CNN
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Hasil pelatihan model Convolutional Neural Network (CNN) menunjukkan kualitas dan kinerja model
setelah melewati proses pelatihan dengan data yang diberikan. Parameter model seperti bobot dan bias pada
setiap lapisan CNN disesuaikan selama proses pelatihan berdasarkan pola dan karakteristik yang ditemukan
dalam data pelatihan. Untuk mengevaluasi hasil pelatihan model CNN, berbagai indikator dan metrik
digunakan. Tujuan dari penyesuaian ini adalah agar model dapat memahami dan mengenali pola tersebut,
sehingga dapat menggunakan data baru. Di bawah ini adalah gambar 4 yang menunjukkan hasil evaluasi dan
kinerja model.

Epoch

13/13 - 2575 1%s/step - loss: 8.3184 - accuracy: 8.8761 - val_loss: @.1324 - wal_accuracy: ©.9668
Epoch

13/13 - 2475 19s/step - loss: 8.8731 - accuracy: 8.9880 - val_loss: @.1728 - wal_accuracy: ©8.97@8
Epoch

13/13 - 251s 18s/step - loss: 8.8387 - accuracy: 8.9825 - val_loss: @.1022 - val_accuracy: 9.93@8
Epoch

13/13 - 2585 1%s/step - loss: 8.0287 - accuracy: 8.9925 - val_loss: €.1132 - wal_accuracy: ©.9368
Epoch

13/13 - 2625 28s/step - loss: 8.8145 - accuracy: 8.9937 - val_loss: @.8854 - wal_accuracy: ©.99@8
Epoch

13/13 - 2325 18s/step - loss: 8.88%9 - accuracy: 8.9987 - val_loss: @.1247 - val_accuracy: @.97@8
Epoch 7/

13/13 ] - 2465 1%s/step - loss: 8.0658 - accuracy: 8.9987 - val_loss: €.1894 - val_accuracy: ©.9908
Epoch

13/13 - 2535 19s/step - loss: 8.8639 - accuracy: 1.0880 - val_loss: @.1856 - wal_accuracy: ©.99@8
Epoch

13/13 - 2415 18s/step - loss: 8.8617 - accuracy: 1.0880 - val loss: ©.1293 - wal_accuracy: ©.9908
Epoch

13/13 - 2465 1%s/step - loss: 8.0661 - accuracy: 8.9987 - val_loss: @.8957 - wal_accuracy: ©.9968
Epoch

13/13 - 2515 19s/step - loss: 8.8629 - accuracy: 1.0880 - val_loss: @.1185 - wal_accuracy: ©.99@8
Epoch

13/13 - 2465 2@s/step - loss: 8.8652 - accuracy: 8.9987 - val loss: @.1283 - wal_accuracy: ©8.9908
Epoch

13/13 - 2425 1%s/step - loss: ©.002@ - accuracy: 1.0080 - val_loss: €.1181 - wal_accuracy: ©.9968
Epoch

13/13 - 2365 18s/step - loss: 9.982@e-e4 - accuracy: 1.80688@ - val_loss: ©8.1872 - val_accuracy: @.9968
Epoch

13/13 - 2515 19s/step - loss: 8.8612 - accuracy: 1.0880 - val loss: @.1243 - wal_accuracy: ©.9908
Epoch

13/13 - 233s 18s/step - loss: 8.8818 - accuracy: 1.8880 - val_loss: @.1517 - wal_accuracy: @.9368
Epoch

13/13 - 2485 18s/step - loss: 9.8764e-e4 - accuracy: 1.80688 - val loss: ©8.1211 - val_accuracy: @.9968

Gambar 3. Hasil dari Pelatihan Model CNN

Upaya untuk menemukan nilai akurasi terbaik untuk model yang dikembangkan ditunjukkan oleh
Gambar 3, yang menunjukkan hasil pelatihan model Convolutional Neural Network (CNN) dari seratus
eksperimen ini. Variasi beberapa parameter, seperti ukuran batch dan jumlah epoch, dapat mempengaruhi
performa model dalam proses ini. Dengan melakukan eksperimen dengan berbagai kombinasi parameter,
penulis dapat memahami bagaimana model menanggapi perubahan tersebut. Pada setiap percobaan, model
CNN dilatih dengan konfigurasi parameter yang berbeda. Setelah tahap pelatihan dan validasi selesai, akurasi
diukur dan dicatat. Selanjutnya, hasil dari setiap percobaan dievaluasi dan dibandingkan untuk menentukan
konfigurasi parameter yang paling akurat. Dalam penjelasan hasil pelatihan ini, analisis dari setiap percobaan
biasanya disertakan, termasuk grafik yang menunjukkan validation loss dan validation accuracy selama
training, serta perbandingan performa model pada setiap konfigurasi parameter. Analisis ini membantu
memahami bagaimana perubahan nilai parameter mempengaruhi kinerja model, menentukan overfitting atau
underfitting, dan menemukan nilai parameter yang dapat menghasilkan data validasi yang sangat akurat dan
stabil. Dari 100 percobaan ini, percobaan pelatihan kelima paling akurat. Hasil penelitian ditunjukkan dalam
grafik di bawah ini, yang menunjukkan bagaimana model CNN bekerja dengan baik.
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Gambar 4. Grafik Akurasi dan loss terbaik pada pelatihan kelima

Pada gambar 4 di atas menunjukkan hasil pelatihan model Convolutional Neural Network (CNN)
dengan arsitektur Xception, yang menunjukkan tingkat akurasi yang tinggi. Selama tahap pelatihan, model
mencapai akurasi sebesar 99,00%, menunjukkan kemampuan yang sangat baik untuk memprediksi data yang
digunakan selama proses pelatihan. Akurasi pelatihan yang tinggi ini menunjukkan bahwa model berhasil
mengenali pola dan fitur pada data pelatihan dengan sangat efektif. Selain itu, pada tahap validasi, model juga
mencapai akurasi 99.00%. Akurasi validasi ini mengukur kinerja model terhadap data validasi data yang belum
pernah dilihat sebelumnya. Hasil akurasi validasi yang tinggi menunjukkan bahwa model mampu
menggeneralisasi dengan baik ke data baru yang tidak ada dalam dataset pelatihan. Oleh karena itu, model ini
dapat memprediksi klasifikasi hama daun sawi. Parameter batch sebesar 64 dan jumlah epoch sebanyak 100
digunakan untuk melatih model CNN dari seluruh dataset pelatihan. Ukuran batch 64 mengontrol jumlah
sampel yang diproses oleh model sebelum memperbarui bobotnya pada setiap iterasi. Dalam hal ini,
penggunaan batch size 64 terbukti efektif dalam mencapai akurasi yang tinggi. Jumlah epoch 100 menunjukkan
bahwa model CNN dilatih selama 100 iterasi penuh. Model memiliki kesempatan yang cukup untuk
mengidentifikasi dan menyesuaikan diri terhadap pola dan fitur dalam data pelatihan berkat jumlah epoch ini.
Gambar yang digunakan memiliki ukuran 512 x 512 piksel dengan tiga channel RGB, yang berarti gambar
memiliki resolusi tinggi dan terdiri dari tiga saluran warna (merah, hijau, dan biru). Memanfaatkan gambar
dalam format ini memungkinkan model untuk memanfaatkan lebih banyak informasi warna dan fitur yang
penting dalam proses pencarian. Menggabungkan ukuran batch, jumlah epoch, dan format gambar yang
digunakan meningkatkan kemampuan model untuk mengklasifikasikan data dengan benar.

3.4. Hasil Klasifikasi Citra

Hasil pengujian menunjukkan bahwa pelatihan model CNN Xception yang menggunakan gambar 512
x 512 dengan parameter batch size 64 dan 100 epoch memiliki kinerja yang sangat baik. Pada tahap klasifikasi,
gambar dievaluasi secara menyeluruh untuk setiap kelas dalam dataset. Sebagai bagian dari penggunaan
pustaka Keras, prediksi acak digunakan. Teknik ini dimaksudkan untuk meningkatkan efisiensi analisis
gambar. Hasil Klasifikasi dari arsitektur CNN Xception menunjukkan bahwa konfigurasi parameter yang
digunakan untuk memproses dan mengklasifikasikan gambar hama daun sawi sangat efektif.
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Gambar 5. Hasil klasifikasi pada percobaan pelatihan kelima

Pada gambar 5 menunjukkan hasil klasifikasi hama daun sawi menggunakan model CNN Xception
menggunakan sampel acak. Dengan menggunakan citra yang ditampilkan, daun sawi ada hama dan daun sawi
tanpa hama diidentifikasi dengan tepat sesuai kelasnya.

3.5. Evaluasi Model

Pengujian dalam penelitian ini menggunakan Confusion Matrix sebuah pendekatan yang efektif untuk
mengevaluasi kinerja model dalam masalah klasifikasi. Matrix ini memungkinkan perhitungan metrik seperti
precision, recall, F1 score dan Accuracy, serta informasi tentang jumlah prediksi yang benar atau salah untuk
setiap kelas. Pengujian ini didasarkan pada model terbaik yang dibuat selama proses pelatihan; model ini dilatih
dengan ukuran batch 64 dan epoch 100, dan mencapai akurasi pelatihan sebesar 99.00% dan akurasi validasi
sebesar 99.00%. Hasil pengujian model yang cukup baik ini ditunjukkan pada Gambar 6 di bawah.

Confusion Matrix

Sawi Ada Hama

Actual

Sawi Tanpa Hama

o
=
o

I

3

<<

H
o

0

Sawi Tanpa Hama

Predicted

Gambar 6. Hasil dari confusion matrix

Gambar 6 menunjukkan hasil pengujian menggunakan Confusion Matrix untuk Kklasifikasi hama daun
sawi dengan model CNN Xception. Model ini berhasil memprediksi 99 data tepat dari 100 data uji, dengan
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tingkat akurasi rata-rata sebesar 99%, menunjukkan bahwa model ini berfungsi dengan sangat baik dan
menunjukkan kemampuan untuk mengklasifikasikan hama daun sawi dengan akurat.

Hasil dari Classification Report hama daun sawi menunjukkan metrik evaluasi performa model
klasifikasi ditunjukkan pada Gambar 7. Precision adalah rasio antara jumlah prediksi benar positif (true positive
+ false positive) dan total prediksi positif. Precision yang tinggi menunjukkan bahwa model cenderung
memberikan sedikit prediksi positif yang salah (false positive), yaitu ketika model memprediksi positif padahal
seharusnya negatif. Model menunjukkan kemampuan yang sangat baik untuk menemukan hama daun sawi
dengan tingkat kesalahan yang sangat rendah. Gambar 8 di bawah ini menunjukkan tingkat precision tertinggi.

Classification Report:

precision recall fl-score support

Sawi Ada Hama 8.98 1.0 .99 45
Sawi Tanpa Hama 1.00 8.98 8.99 55
accuracy 8.99 1ee

macro avg 8.99 8.9% 8.99 100
weighted avg 8.99 8.99 8.99 108

Gambar 7. Hasil Classification Report Hama Daun Sawi

4, KESIMPULAN

Berdasarkan hasil yang telah diuraikan, metode CNN digunakan untuk mengklasifikasikan hama daun
sawi dalam dua kelas daun sawi dengan hama dan daun sawi tanpa hama. Dataset ini terdiri dari 800 gambar
untuk pelatihan, 100 gambar untuk pengujian, dan 100 gambar untuk validasi. Preprocessing dilakukan dengan
mengubah ukuran setiap gambar menjadi 512 x 512 piksel dengan tiga channel RGB. Berbagai parameter
digunakan untuk melatih model, tetapi parameter terbaik adalah 100 epoch, yang menunjukkan bahwa model
dilatih selama 100 iterasi penuh dari seluruh dataset pelatihan. Untuk mengurangi overfitting, ukuran batch
sebesar 64 dan nilai dropout 0,5 digunakan. Untuk mengoptimasi bobot model, tingkat pembelajaran (learning
rate) sebesar 0.0001 digunakan. Sebaliknya, optimizer Adam dipilih karena kemanjurannya dalam menemukan
bobot optimal. Hasil klasifikasi hama daun sawi dengan metode CNN ini menunjukkan bahwa model ini
berhasil mencapai akurasi pelatihan sebesar 99,00% dan akurasi validasi sebesar 99,00% pada tahap pengujian,
dengan prediksi yang tepat untuk setiap 100 data uji. Hasil ini menunjukkan bahwa model ini memiliki
kemampuan yang luar biasa untuk mengenali dan mengklasifikasikan hama daun sawi, yang mungkin
bermanfaat dalam pengendalian hama pertahanan. Namun, ada beberapa kekurangan penelitian yang dapat
diperbaiki dalam penelitian berikutnya. Salah satu saran perbaikan adalah penggunaan dataset dengan jumlah
kelas dan dataset yang lebih banyak, diharapkan bahwa ini akan meningkatkan nilai akurasi pengujian.
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